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􀅰影像技术学􀅰
基于深度学习的静脉高压注射碘对比剂外渗风险预测模型

朱熹,吴晓庆,叶靖,黄文诺,夏巍,尚松安,左霞,赵霞,罗守华,鲍竹青

【摘要】　目的:本研究旨在构建基于深度学习的静脉高压注射碘对比剂外渗(CME)风险预测模型,整合多维度临床

数据以精准识别 CME高风险患者.方法:采用 Transformer深度学习架构,基于双中心临床数据,构建二分类预测模型.

模型输入包括１６项关键变量,使用Focalloss作为损失函数,处理样本不平衡问题.使用五折交叉验证进行内部评估,并

在外部测试集上进行验证.结果:模型在内部队列和外部测试集的平均准确率为９３．２４％、９２．２１％,召回率为８４．８５％、

８０．８０％,阳性预测值为９．９８％、９．３６％,阴性预测值为９９．８７％、９９．８０％,F１分数为０．１７、０．１７,Cohen＇sKappa系数为０．１７、

０．１５,Matthews相关系数为０．２８、０．２６,受试者操作特征(ROC)曲线下面积为０．８９、０．８６.结论:本研究构建的 CME风险

预测模型在不同数据集上的对高风险个体预测显示出较好的准确性和泛化能力,具有潜力作为实时 CME辅助预警工具.

未来研究将进一步优化模型精度,并在更广泛的临床环境中验证其可解释性与应用价值.
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DeeplearningＧbasedriskpredictionmodelforiodinatedcontrastmediaextravasationinintravenoushighＧpressureinjection　
ZHU Xi,WU XiaoＧqing,YEJing,etal．Departmentof MedicalImaging,NorthernJiangsuPeople＇s Hospital,Jiangsu
２２５００１,China

【Abstract】　Objective:ThisstudywasaimedtodevelopadeeplearningＧbasedriskpredictionmodelforcontrastmedia
extravasation(CME)duringintravenoushighＧpressureinjection,integratingmultidimensionalclinicaldatatoaccuratelyiＧ
dentifyhighＧriskCMEpatients．Methods:ATransformerdeeplearningarchitecturewasemployedtoconstructabinaryclasＧ
sificationpredictionmodelbasedondualＧcenterclinicaldata．Themodelinputsconsistedof１６keyvariables,andFocalLoss
wasusedasthelossfunctiontoaddresstheissueofclassimbalance．InternalevaluationwasconductedusingfiveＧfoldcrossＧ
validation,andexternalvalidationwasperformedonanindependenttestset．Results:Themodelachievedaverageaccuracies
of９３．２４％and９２．２１％intheinternalcohortandexternaltestset,respectively．Therecallswere８４．８５％and８０．８０％;posiＧ
tivepredictivevalueswere９．９８％and９．３６％;negativepredictivevalueswere９９．８７％and９９．８０％．F１scoreswere０．１７and
０．１７．Cohen＇sKappacoefficientswere０．１７and０．１５．Matthewscorrelationcoefficientswere０．２８and０．２６;andtheareasunＧ
dertheROCcurvewere０．８９and０．８６,respectively．Conclusion:TheCMEriskpredictionmodeldevelopedinthisstudy
demonstratesgoodaccuracyandgeneralizabilityforpredictinghighＧriskindividualsacrossdifferentdatasets,showingpotenＧ
tialasarealＧtimeCMEauxiliarywarningtool．FutureresearchwillbefocusedonfurtheroptimizingmodelaccuracyandvalＧ
idatingitsinterpretabilityandpracticalvalueinabroaderclinicalcontext．

【Keywords】　Contrastmediaextravasation;Deeplearning;Transformer;Riskfeatures

　　增强 CT 对比剂外渗(contrastmediaextravasaＧ
tion,CME)是影像科最常见的不良事件之一[１].尽管

大多数CME为轻度外渗,但重度外渗可导致皮肤坏

死、筋膜间隙综合征等不可逆损伤[２].故在增强 CT
检查前对CME高风险个体进行精准识别和预测,对

于提升患者安全、减少医疗成本以及优化诊疗决策具

有重要的临床意义.
传统的CME风险识别手段高度依赖护理的穿刺

手感及经验评估,缺乏系统量化标准,且主观性强、同
步性差,难以满足快速高压注射环境下的精准防控需

求[３Ｇ５].CME的风险特征众多,涉及患者人口学特征、
基础病史、注射参数、护理资料等多个维度,且变量之

间常存在非线性高阶交互[６].Transformer深度学习

架构基于自注意力机制,具有更强的特征提取与关系

建模能力.能在处理上述高维、多源异构变量同时保

持模型可解释性,在医学预测任务中显示出较优的表

现[７,８].
本研究拟基于双中心临床数据,构建一种基于
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　图１　CME风险预测模型结构图.a)Transformer架构的神

经网络结构图;b)CME模块结构图.

Transformer深度学习架构的二分类预测模型,整合

受检者人口学资料、基础病史、注射参数、护理资料等

１６项关键变量,建立对CME高风险个体的预测工具.
通过量化分析各风险特征的相对权重,并评估模型在

真实临床数据中的表现准确性和可行性,旨在为影像

护理提供一套自动化、客观化、可嵌入 RIS系统的风

险预警方案,推动智能化护理路径落地,提升患者安全

管理水平.

材料与方法

１．研究队列建立

本研究获得苏北人民医院伦理委员会批准(编号

２０２３ky００５),免除知情同意.回顾性收集苏北人民医

院与苏北人民医院南区分院２０２３年７月－２０２５年３
月行增强 CT的受检者４５７５３例.纳入标准:①年龄

≥１８岁;②接受静脉高压注射碘对比剂增强 CT 检

查;③检查记录完整;④具备对比剂外渗事件明确标注

或记录.排除标准:①非穿刺部位外渗;②合并其他注

射药物干扰判断;③数据缺失＞２０％.最终共纳入样

本３４４１４例,其中 CME阳性３１６例(CME阳性占比

为０．９１％,实际CME率为０．６９％).其中苏北人民医

院队列数据作为内部队列,CME阴性２５０１３例,CME
阳性２２８例;苏北人民医院南区分院队列作为外部测

试集,CME阴性９０８５例,CME阳性８８例.
综合参考国内外指南[９Ｇ１１]、专家共识[１２,１３]与相关

研究[１４Ｇ１７],共筛选１６个变量作为模型输入,涵盖基本

人口学资料、基础病史、注射参数、护理资料和其他资

料:①人口学特征:性别、年龄、身高、体重、BMI;②基

础病史:糖尿病、恶性肿瘤史、静脉血栓;③注射参数:
对比剂粘度、注射流率、注射总量、留置针型号;④护理

资料:穿刺部位、穿刺部位血管条件评分、护理年资;⑤
其他资料:患者来源.

２．数据预处理

数字化上述风险特征,进行筛选和预处理,步骤包

含缺失值处理、数据标准化、归一化.针对缺失值,对
连续变量采用链式方程多重插补,对分类变量采用热

卡填充,以尽量减少均值填充法带来的偏倚.数据标

准化部分,对于连续变量采用 ZＧscore标准化.对于

离散变量,则采用嵌入层进行表示:对每一类变量建立

独立嵌入矩阵以替代 OneＧHot编码,类别先映射为索

引,再查表得到稠密向量.嵌入维度按经验公式为:

d＝min[５０,ceil(１．６×n０．５６)],其中n为该特征的类别

数.矩阵参数随机初始化(XavierＧuniform),并随模型

端到 端 训 练 更 新.推 理 时,极 低 频 类 别 合 并 为 ＜
RARE＞,新类别与缺失值统一映射至＜UNK＞与＜
MISS＞索引,并在嵌入层中加入轻度正则化(dropout

≈０．１,权重衰减),以降低过拟合风险.
根据临床实际情况,CME阳性概率属于典型的非

平衡类数据,需根据 CME阴性和阳性数据比例使用

Focalloss作 为 损 失 函 数 来 解 决 样 本 不 平 衡 的 问

题[１８],公式为:FL(pt)＝－αt(１－pt)γlog(pt),其中pt

为预测概率,αt 为类别权重,设为负类比例的平方根

倒数,γ为调制因子,取１．５以增强对难分样本的惩罚

力度.同时,对标签进行oneＧhot编码,将 Focalloss
应用于当前任务.

３．模型训练

模型使用 Pytorch平台搭建,在 NVIDIA A１００
GPU平台运行,优化器选用 Adam,初始学习率设为

０．００１,batchsize为１２８,训练１００个epoch.本模型基

于 Transformer架 构 的 神 经 网 络 设 计 (图 １).该

CME分类预测模型的第一层是嵌入层,之后通过全连

接层网络进行处理,并在模型中考虑到 CME阴性和

阳性数据的分布差异,结合oneＧhot编码的Focalloss
作为损失函数,以提高模型对不平衡数据的适应性.
整体模型包括嵌入层、三个串联的 CME模块和一个

全连接层.每个CME模块由多头自注意力层和前馈

神经网络层组成,同时每个模块都包含层归一化和残
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图２　CME风险特征贡献度图谱.

表１　CME风险预测模型内部队列与外部测试集效能

组别 准确率 召回率 特异度 阳性预测值 阴性预测值 F１分数 Kappa值 MCC
内部队列

　一折 ９３．５４％ ８０．４３％ ９３．６６％ １０．４５％ ９９．８１％ ０．１８ ０．１７２ ０．２７６
　二折 ９３．１５％ ７８．１３％ ９３．２４％ ６．８７％ ９９．８５％ ０．１２ ０．１１６ ０．２１９
　三折 ９４．４７％ ９５．００％ ９４．４７％ １２．０６％ ９９．９６％ ０．２１ ０．２０３ ０．３２８
　四折 ９１．９６％ ８１．８２％ ９２．０５％ ８．２９％ ９９．８３％ ０．１５ ０．１３７ ０．２４５
　五折 ９３．０７％ ８８．８９％ ９３．１１％ １２．２４％ ９９．８７％ ０．２１ ０．２００ ０．３１５
　平均 ９３．２４％ ８４．８５％ ９３．３１％ ９．９８％ ９９．８７％ ０．１７ ０．１６６ ０．２７９
外部测试集 ９２．２１％ ８０．８０％ ９２．４７％ ９．３６％ ９９．８０％ ０．１７ ０．１５３ ０．２５９

差连接,确保模型的稳定性和有效性.将预测

CME阳性概率≤５０％的结果标记为 CME低

风险,概率＞５０％标记为CME高风险.
研究严格遵循“先划分、后拟合”的流程:

所有缺失值插补、缩放及类别统计仅基于训练

折进行拟合,验证和测试集仅执行相应变换;
超参数选择仅在交叉验证中完成,外部测试集

仅用于最终评估;数据按受检者划分,确保同

一受检者的多次检查不会跨集合;所有输入变

量均为检查前即可获得的信息,避免目标泄

漏.

４．可解释性分析

为提升深度学习模型可解释性,引入扰动

损失法[１９]计算特征重要性:FI(c)＝(new_lossＧloss_

０)/new_loss,其中loss_０为原始模型平均损失,new_

loss为单特征扰动后损失.按 FI值排序绘制特征贡

献度图谱.

５．模型评估与验证

内部队列采用五折交叉验证法,使用测试集与外

部测试集混淆矩阵评估模型性能,主要评估指标包括

准确率、召回率、特异度、阳性预测值、阴性预测值、F１
分数、Cohen＇sKappa系数、Matthews相关系数(MatＧ
thewscorrelationcoefficient,MCC)和受试者操作特

征(receiveroperatingcharacteristic,ROC)曲线下面

积(areaundercurve,AUC).

结　果

通过风险特征贡献图谱(图２)对１６项关键特征

参数进行风险重要性排序得出:① 高风险特征(＞
１０％):穿刺部位、对比剂粘度、注射流率、注射总量;②
中风险特征(１％~１０％):静脉血栓、糖尿病、性别、年
龄、BMI、穿刺部位血管条件评分、恶性肿瘤病史;③低

风险特征(＜１％):留置针型号、护理年资、身高.

CME风险预测模型内部队列及外部测试集预测

混淆矩阵见图３所示.显示CME阳性分类的准确率

(９３．２４％、９２．２１％)、召回率(８４．８５％、８０．８０％)、特异

度 (９３．３１％、９２．４７％)和 阴 性 预 测 值 (９９．８７％、

９９．８０％)较高,但精确率和 F１分数较低(表１);预测

模型的 AUC为０．８９、０．８６(图４).

讨　论

本研究 基 于 双 中 心 较 大 样 本 临 床 数 据,利 用

Transformer深度学习架构构建静脉高压注射碘对比

剂外渗风险预测模型.本研究创新性地引入 TransＧ
former架构处理结构化异质数据,能够有效捕捉高维

变量间的非线性关系,在保持可解释性的进一步提高

预测准确性.外部验证结果显示模型具较为良好的泛

化能力,初步验证该模型具备嵌入 RIS系统进行实时

风险预警的理论可行性.
本研究中 Transformer模型在内部五折与外部测

试中,针对CME阳性高风险个体的准确率、召回率和

特异度较为理想,提示模型既能较好“找出真正的阳

性”,也能稳定识别阴性样本.与此同时,精确率与F１
分数偏低,主要受两方面影响:其一,CME在总体人群

中的先验患病率极低(本研究约０．６９％),在高召回与

高特异背景下仍会产生相对较多的假阳性;其二,研究

采用了更注重少数类召回的Focalloss,在提升阳性检

出的同时牺牲了部分精确率.同时,为校正极端不均

衡数据下由偶然一致性带来的高估,本研究 Cohen＇s
Kappa系数为０．１４~０．２２(内部平均０．１７,外部０．１４),
提示模型与标注的一致性显著高于随机.较少受类分
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图３　混淆矩阵图,其中 TP、FP、FN、TN 代表真阳性、假阳性、假阴性、真

阴性.a~e)为内部队列五折交叉验证混淆矩阵;f)内部队列五折交叉验

证平均混淆矩阵;g)外部测试集混淆矩阵.

图４　内部队列与外部测试集 CME风险预测 ROC曲线.

布影响,本研究 MCC为０．２５~０．３５(内部平均 ０．２８,
外部０．２６),说明即便在阳性率＜１％的情境下,模型

仍具备有效的整体判别能力.虽然临床中对于 CME
假阳性的预测代价低(技师预防性采取个性化扫描参

数)且参考价值不高,但是针对这一问题,仍在 TransＧ
former框架内可做出如下改进:①后续可基于临床场

景调优阈值(如要求召回率≥９０％时可降低阈值至

０．４),为不同医疗机构实际需求提供灵活调整空间;②
进行概率校准以获得可解释的分层风险;③继续优化

不平衡学习与损失设计(调节Focalloss超参数、引入

代价敏感);④在表格 Transformer上引入列嵌入与列

注意力并尝试多任务学习(同时预测发生与中重度风

险),以减少无效报警并提升＂临床有效阳性＂的比例.
早期研究报道中CME发生率较低,仅在０．０３％~

０．２６％之间[２０,２１],但随着高压注射器的普及和对更高

注射流率的需求,后续大样本研究显示 CME发生率

已上升至０．２３％~１．２０％[２２].根据本模型的特征归

因显示,穿刺部位、对比剂黏度、注射流率与总量等注

射学参数,以及年龄、性别与共病等患者特征,是影响

CME风险的中高特征因素.这与大样本注册研究结

果较为一致:在１４．２７万余例的研究中,女性、高龄、住
院/ICU状态与较高黏度对比剂与外渗风险升高独立

相关[２３].尤其关于穿刺部位,多机构研究显示上臂置

管的外渗风险显著高于肘前/前臂;而前手背位点与中

到重度损伤关联更强[２２,２４Ｇ２５].本模型对“穿刺部位”赋
予了较高权重,并将注射流率与总量识别为重要贡献

７２８放射学实践２０２６年７月第４１卷第７期　RadiolPractice,Jul２０２６,Vol４１,No．７



特征,提示在真实工作流中“部位Ｇ管路Ｇ流率/总量Ｇ组

织易损性”的交互作用不可忽视.由此可见,CME风

险特征维度高、来源异质且变量间存在非线性高阶交

互,传统线性或浅层模型难以充分刻画“部位Ｇ管路Ｇ注

射参数Ｇ基础疾病”之间的依赖关系.基于自注意力的

Transformer能够在同一框架内对多源结构化特征进

行关系建模,并已在本研究中体现出良好的泛化趋势.
为增强可解释性,研究使用基于扰动的特征贡献分析,
并计划引入个体级SHAP解释,便于与临床知识对齐.

本研究存在以下不足:①本研究为回顾性分析,数
据来源依赖于既往病历与护理记录,信息缺失、记录不

一致及可能造成潜在偏倚.②虽进行了模型的外部验

证,但样本地域分布一致性较高,其在更广泛人群和多

样化临床环境中的泛化能力有待进一步评估.③由于

数据库建立时间较早,后续指南版本更新和相关研究

提出更多可能与 CME相关的风险特征未系统纳入.

④由于本研究所涉及的双中心均采用３７℃恒温对比

剂,缺乏对比不同温度对CME发生风险影响的样本.

⑤本研究采用单特征扰动法进行CME事件的可解释

性验证,未来将持续扩大样本量以及纳入更多维度的

风险特征,使用SHAP方法以提升模型解释的全面性

和准确性.
本研究利用 Transformer深度学习架构构建了静

脉高压注射碘对比剂外渗风险预测模型.通过整合了

人口学特征、基础病史、注射参数及护理相关信息,有
效捕捉多维变量间的非线性关系,并在内部与外部验

证中表现出较好的预测性能与泛化能力,为临床在增

强CT检查前实现对高风险患者的自动化、客观化识

别提供了技术基础.
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